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НЕЙРОНДЫҚ ЖЕЛІЛЕРГЕ НЕГІЗДЕЛГЕН ИНТЕЛЛЕКТУАЛДЫ ДЕРЕКТЕРДІ 

ТАЛДАУ 

 

Аңдатпа. Бұл мақалада уақыттық қатарлардағы (жылдық, айлық, тәуліктік, 

сағаттық, секундтық немесе жоғары жиілікті tick-деректер) өзгерістерді сипаттайтын 

мәндерді тегістеу мәселесі талданады. Бұрыннан қолданылып келе жатқанДәстүрлі 

тәжірибеде деректердегі қайталанатын құрылымдарды визуалды түрде айқындау үшін 

тарихи жылжымалы орташа мәндер жиі пайдаланылады. Алайда қарапайым 

жылжымалы орташа мәннің түрлі уақыт терезелерінде әртүрлі нәтижелер беруі тегістеу 

барысында бірмәнді шешім қабылдауды қиындатады. Осыған байланысты жұмыста 

тегістеудің балама тәсілі ретінде нейрондық желілерді қолдану қарастырылып, олардың 

мүмкіндіктері мен артықшылықтары сараланады. 

Зерттеу аясында нақты деректерді өңдеу барысында бірнеше тегістеу әдістері 

салыстырылды: қарапайым жылжымалы орташа (SMA), экспоненциалды жылжымалы 

орташа (EMA), сплайндық интерполяция және нейрондық желілер негізіндегі тегістеу. 

Әр әдіс арқылы тегістелген деректерді алу алгоритмдері әзірленіп, олар нақты 

деректердің визуалды интерпретациясын жақсартуға бағытталды. Шынайы деректер 

көбіне айқын емес, күрделі графиктер түзетіндіктен, визуалды талдау үшін тегістелген 

қатарларды қолдану трендтерді анықтауда, ауытқуларды бағалауда, маусымдық және 

циклдік үлгілерді зерттеуде және аналитикалық процестерді автоматтандыруда тиімді 

екені көрсетілді. 

Алынған нәтижелерге сәйкес, нақты деректер мен тегістелген қатарлардың 

графиктері бір-біріне толық сәйкес келмейді, сондай-ақ әр әдіс өз ерекшелігіне қарай 

түрлі формадағы тегістеу нәтижесін береді. Зерттеу барысында нейрондық желілер 

арқылы алынған тегістеу графигі нақты деректердің жалпы құрылымын басқа 

әдістермен салыстырғанда неғұрлым дәл бере алатыны байқалды. Сонымен қатар EMA 

әдісінің SMA-ға қарағанда қысқа мерзімді өзгерістерге жедел жауап беретіндігі 

анықталды, ал сплайндар мен нейрондық желілер деректердің икемді әрі күрделі 

трендтерін интерпретациялауда басымдыққа ие екені дәлелденді. Мақалада ұсынылған 

тәсілдер деректердегі қайталанатын ерекшеліктерді анықтау мәселесін компьютерлік 

модельдеу арқылы шешуге мүмкіндік беретіні көрсетілді. 

 

Түйінді сөздер. Нейрондық желілер, жылжымалы орташа мән, тегістелген 

деректер, визуалды бақылау, сплайн. 

 

Кіріспе. 

Қазіргі қоғамда нейрожелілер адам миының қағидаттары бойынша жұмысқа 

негізделген аса өзекті де қолжетімді құралға айналып отыр. Олар ақпараттың үлкен 

көлемін өңдеуге, түрлі заңдылықтарды анықтауға, сонымен қатар жан-жақты болжам 

жасауға қабілетті. Үлкен деректерді талдау және жоғары дәлдікпен талдай отырып 
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өңдеу нейрожелілердің ерекше қасиеттері болып табылады [5]. Сонымен қатар ондағы 

күрделі  тәуелділіктер мен заңдылықтарды анықтауда нейрожелілердің орны ерекше. 

Уақыт қатарларын болжау үшін нейрондық желілерді әзірлеу және енгізу классикалық 

жылжымалы орташа әдіс, сплайн әдістері арқылы табылған заңдылықтарды 

нақтылайды. Нейрондық желілер сызықтық емес және күрделі уақытқа тәуелділіктерді 

есепке алатын қуаттырақ құрал болып табылады. 

Деректерді талдау көлік, өнеркәсіптік өндіріс және денсаулық сақтау, қаржы, 

маркетинг сияқты әртүрлі салаларда негізделген шешімдер қабылдауда шешуші рөл 

атқарады. Деректерді талдаудың негізгі әдістерінің бірі - визуалды бақылау. Визуалды 

бақылау зерттелетін үдеріс деректерінің әрекетін көрсететін графиктің сипаттамалық 

заңдылықтарын табуға мүмкіндік береді. Визуалды бақылау кезіндегі шынайы деректер 

графиктері ақпараттың үлкен көлемінде күрделі тәуелділіктер мен паттерндерді 

анықтауда толыққанды мүмкіндік бере бермейді. Уақыт қатарларын талдаудың 

танымал әдістерінің бірі - тегістелген деректерді дұрыс бейнелеу графигін қолдану. 

Ақпараттың үлкен көлеміндегі күрделі тәуелділіктер мен паттерндерді анықтайтын 

дұрыс тегістелген уақыт қатарлары кездейсоқ тербелістердің әсерін қоспағанда, негізгі 

трендтерді анықтауға мүмкіндік береді. Осы себепті тегістелген деректер графиктерін 

қолдану маңызды болмақ. 

 

Материалдар мен тәсілдер.  

Визуалды бақылау және болжау үшін әдетте жылжымалы орташа мәндермен, 

салмақты жылжымалы орташа мәндермен, экспоненциалды жылжымалы орташа 

мәндермен немесе сплайндармен тегістелген диаграммалар пайдаланылады. Зерттеу 

үдерісі көптеген салаларда қолданысқа ие, мысалы:  

1) Көлік. Теміржол саласында жолаушылар ағынын талдау үшін жылжымалы 

орташа мәндер арқылы тегістелген деректерді пайдалану. Пойыз қозғалысын 

жоспарлау. Жылжымалы құрам мен инфрақұрылымның техникалық жай-күйінің 

мониторингі. Қаржылық және операциялық талдау. Қауіпсіздік және тәуекелдерді 

басқару.    

2) Өнеркәсіп. Өндірісте тегістелген деректер жылжымалы орташа мәндер арқылы 

жабдықтың өнімділігі туралы деректерді талдауға көмектеседі.  

3) Қаржы нарығы. Трейдингте деректерді жылжымалы орташа мәндермен 

тегістеу көбінесе баға трендтерін талдау үшін қолданылады.  

Жылжымалы орташа мәндер арқылы деректерді тегістеу уақыт қатарын 

талдаудың күшті құралы болмақ. Деректерді талдаудың мақсаттарын анықтау және 

міндеттерін қою құнды ақпарат алу мен шешім қабылдауды қолдау үшін осы әдісті 

барынша тиімді пайдалануға мүмкіндік береді. Талдау мақсаттарын нақты түсіну және 

міндеттерді сауатты қою аналитикалық тапсырмаларды сәтті шешудіғ сондай-ақ бизнес 

мақсаттарына қол жеткізуді қамтамасыз етеді. 

Жылжымалы орташа мәндер көмегімен деректерді тегістеу [1] — бұл 

деректердегі трендтер мен циклдарды анықтауға мүмкіндік бере отырып уақыт 

қатарларын тегістеу үшін қолданылатын статистикалық әдіс. Ол белгілі бір уақыт 

кезеңіндегі мәндерді орташалау арқылы есептеледі, бұл кездейсоқ тербелістер мен 

шулардың әсерін азайтуға көмектеседі. 

Жылжымалы орташа мәндер көмегімен деректерді тегістеуді қолдана отырып 

деректерді талдау мақсаттары [1,2]: 

1) Трендтерді анықтау. Жылжымалы орташа мәндер арқылы деректерді тегістеу 

деректердің ұзақ мерзімді трендтерін анықтауға көмектеседі, бұл әсіресе қаржы 
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нарықтарын талдау, маусымдық сату өзгерістері және бизнестің кілттік көрсеткіштерін 

бақылау үшін маңызды. 

2) Жылжымалы орташа уақыт қатарлары арқылы деректерді тегістеу. Әдіс 

кездейсоқ тербелістер мен шулардың әсерін азайтуға мүмкіндік береді, бұл деректер 

құрылымын нақты түсінуге ықпал етеді. 

3) Болжау. Жылжымалы орташа мәндер арқылы деректерді тегістеу негізінде 

қаржылық жоспарлау мен қорларды басқарудың маңызды аспектісі болып табылатын 

уақыттық қатардың алдағы мәндерін болжауға болады. 

4) Ауытқуларды анықтау. Жылжымалы орташа мәндер арқылы тегістелген 

деректердің қалыпты әрекетінен күрт ауытқуларын анықтауға көмектеседі, бұл жүйенің 

істен шығуын немесе нарықтық жағдайдың өзгеруі туралы хабар беруімен 

ерекшеленеді. 

Жылжымалы орташа мәндер көмегімен тегістелген деректерді қолданған кезде, 

мақсатқа жетуге көмектесетін нақты талдау міндеттерін анықтау маңызды. 

1. Жылжымалы орташа периодты таңдау. Міндет - маңызды ақпаратты 

жоғалтпай қажетті заңдылықтарды анықтауға мүмкіндік беретін оңтайлы тегістеу 

кезеңін таңдау. Әдетте мынадай түрлерге жіктеледі: 

1) Қысқа мерзімді трендтерді анықтауға арналған қысқа периодтар. 

2) Ұзақ мерзімді тенденцияларды анықтау үшін ұзақ периодтар. 

3) Тегістелген деректер үшін жылжымалы орташа мән типін анықтау. 

Жылжымалы орташа мәндер көмегімен деректерді тегістеу үшін жылжымалы орташа 

мәндердің әртүрлі типтері бар: 

1) Қарапайым жылжымалы орташа (Simple Moving Average, SMA). 

2) Салмақталған жылжымалы орташа (Weighted Moving Average, WMA). 

3) Экспоненциалды жылжымалы орташа (Exponential Moving Average, EMA). 

Сәйкес типті таңдау деректердің сипатына және талдау мақсаттарына 

байланысты. 

1.  Тегістеу сапасын бағалау. Таңдалған жылжымалы орташа мәннің өз 

функцияларын қаншалықты тиімді орындайтынын бағалау маңызды. Ол үшін болжау 

сапасының метрикаларын қолдануға болады, мысалы, орташа квадраттық қате (MSE) 

және орташа абсолютті қате (MAE). 

2. Маусымдық және циклдік талдау. Жылжымалы орташа мәндер көмегімен 

тегістелген деректерді уақыт қатарларының маусымдық және циклдік компоненттерін 

талдау үшін пайдалануға болады. Тапсырманың қойылымы дәлірек талдау және болжау 

үшін осы ерекшеліктерді анықтау және есепке алу болып табылады. 

3. Талдауды автоматтандыру. Талдаудың тиімділігін арттыру үшін тегістелген 

деректерді жылжымалы орташа мәндермен есептеу және нәтижелерді визуализациялау 

үдерісін автоматтандыру ұсынылады. Мұны Python немесе R сияқты бағдарламалау 

тілдері және арнайы кітапханалар (мысалы, pandas және matplotlib) арқылы жүзеге 

асыруға болады. 

Жоғарыда айтылғандай, визуалды бақылау және болжауға арналған әдістердің 

бірі сплайндар көмегімен тегістелген деректер графиктері қолданылады. Сплайндар [4] 

деректерді тегістеу және интерполяциялау үшін қолданылады, егер  берілген нүктелер 

арқылы немесе оның жанынан өтетін жатық қисық сызықты алу қажет болса. Олардың 

басты артықшылығы — деректермен жұмыс істеу кезінде жоғары икемділік пен 

тұрақтылық, әсіресе олар шулы болса. Төменде сплайндар көмегімен тегістелген 

деректерді қолданудың негізгі жағдаяттары келтірілген [4]: 
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1) Уақыт қатарларын тегістеу. Тенденцияларды жақсырақ көру үшін қаржылық 

деректерді тегістеу барысында қолданылады (мысалы, акция құнының өзгеруі). Өлшеу 

кезінде шуды азайту, мысалы, метеорологиялық мәліметтер. 

2) Деректерді интерполяциялау. Өлшеу нүктелері арасындағы жетіспейтін 

мәндерді толтыру қажет болған жағдайда. Траекторияны модельдеу тапсырмаларында 

қолданылады, мысалы, робототехника немесе авиация. 

3) Графикалық  бейнелеу. Графиктерге толқындық қисықтар салу үшін. 

Инженерлік және ғылыми деректерді визуализациялауда қолданылады. 

4) Компьютерлік графика және анимация. Объектілер қозғалысының толқынды 

траекторияларын құру. Толқынды контурлар мен пішіндерді жасау (мысалы, 3D 

нысандарын модельдеу кезінде). 

5) Сигналдарды өңдеу. Сигналдарды тегістеу, шуды сүзу.  Көріністерді және 

дыбысты цифрлық өңдеу тапсырмаларында. 

6) Ғылыми және инженерлік есептеулер. Физикалық үдерістерді модельдеу 

(мысалы, беттер мен профильдерді модельдеу). Инженерлік конструкцияларды 

талдауда (мысалы, кернеуді талдау үшін). 

Сплайндар мен жылжымалы орташа мәндер деректерді тегістеу әдістері болып 

табылады және олардың бірқатар ортақ қасиеттері мен айырмашылықтары бар. Негізгі 

сәттердің жалпы қасиеттерін қарастыралық: 

1) Шуды тегістеу. Екі әдіс те деректердегі кездейсоқ тербелістер мен шуды 

жояды, бұл жалпы үдеріс қарқынын жақсы жағынан көруге көмектеседі. 

2) Уақыт қатарларымен жұмыс. Уақытқа байланысты деректерді талдау үшін 

қолданылады (мысалы, акциялардың бағасы). 

3) Локальді шығарындыларды жою. Ауытқымалы мәндердің әсерін азайтуға 

көмектеседі (жарылыстар мен шығарындылар). 

4) Трендтерді визуализациялау. Үдерістердің динамикасын жақсы көрсететін 

графиктерге тегісірек қисықтар салу үшін қолданылады. 

5) Баптау икемділігі. Екі әдісті де әртүрлі тегістеу дәрежесіне келтіруге болады 

(сплайндарда тегістеу параметрі арқылы, терезе өлшемі арқылы жылжымалы орташа 

мәндерде). 

Негізгі ерекшеліктері: 

1) Математикалық модель. Сплайндар - сплайндармен интерполяция және 

аппроксимация. Жылжымалы орташа мәндер - терезедегі орташа мәндер.  

2) Тегіс. Сплайндар - тегіс және икемді қисықтар. Жылжымалы орташа мәндер - 

көбінесе сатылы сызықтар жасайды. 

3) Локальді тәуелділік. Жылжымалы орташа мәндер - деректердің глобальді 

құрылымын ескереді. Жылжымалы орташа мәндер - тек локальді ақпарат болып 

табылады. 

4) Параметрлер. Сплайндар - тегістеу параметрінің икемді баптауы. Жылжымалы 

орташа мәндер - терезе өлшемі. 

5) Интерполяция. Сплайндар - иә, өткізулерді толтыру үшін пайдалануға болады. 

Жылжымалы орташа мәндер-жоқ. 

6) Есептеу күрделілігі. Сплайндар - әдетте жоғары. Жылжымалы орташа мәндер - 

жылдамырақ және қарапайым. 

Нейрондық желілер арқылы деректерді тегістеу [5]  — бұл сплайндармен және 

жылжымалы орташа мәндермен салыстырғанда күрделі және күштірек әдіс. Ол 

нейрондық желілердің деректерге үйрену, жасырын заңдылықтарды анықтау және 

шуды жою қабілетіне негізделген. 
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Нейрондық желілерді кіріс пен шығыс арасындағы тәуелділікті жақындатуды 

үйренетін сызықтық емес аппроксиматорлар ретінде қарастыруға болады. Олар 

деректерді мысалдармен оқыту арқылы тегістейді (кіріс → қажетті Шығыс),  сонымен 

қатар таза деректерді оқыту арқылы шуды сүзу, сызықтық емес активтендіру 

функцияларын қолдану да ескерілген, бұл оларды сызықтық әдістермен (мысалы, 

жылжымалы орташа мәндер) салыстырғанда күштірек етеді. Көбінесе конволюциялық 

желілер (CNN), рекуррентті желілер (RNN, LSTM) және автоэнкодерлер қолданылады. 

Нейрондық желілерді қолдану арқылы тегістеу әдістері. Әдетте нейрондық 

желілерді тегістеуде көп қабатты перцептрондар (MLP) қолданылады, ол - кіріс, 

жасырын және шығыс қабаттары бар қарапайым желі. Деректерді регрессиялау және 

тегістеу үшін қолдануға болады. Жақсы таңдалған гиперпараметрлерді қажет етеді.  

Рекуррентті нейрожелілер (RNN, LSTM). Рекурренттік желілер әсіресе уақыт 

қатарлары үшін пайдалы, өйткені олар тегістеу кезінде алдыңғы ақпаратты ескереді. 

Олар қаржылық талдауда қолданылады (акцияларды болжау). Биомедициналық 

сигналдарды талдау (ЭКГ, ЭЭГ),  дыбыстық сигналдарды тегістеу барысында да жиі 

қолданылады. 

Нейрожелілік тегістеу әдістері деректер типіне және мақсаттарға байланысты. 

MLP-әмбебап тегістеу. Автоэнкодерлер - шулы деректер үшін жақсы. LSTM - уақыт 

қатарлары үшін тиімді. 

Нейрондық желілер күрделі жағдайларда классикалық әдістерден (сплайндар, 

жылжымалы орташа мәндер) асып түседі, бірақ көбірек деректер мен есептеулерді 

қажет етеді. 

Деректерді тегістеуге арналған нейрондық желіні құру алгоритмі: 

1) Деректерді дайындау. Деректерді жинау (мысалы, уақыт қатарлары, қаржылық 

баға ұсыныстары, датчиктер және т.б.). Деректерді тазарту (шығарындыларды анықтау, 

өткізіп алған мәндерді өңдеу). Деректерді қалыпқа келтіру (мәндерді [0,1] немесе [-1,1] 

диапазонына келтіру). 

2) Іріктеуді қалыптастыру. Егер уақыт қатарларымен жұмыс жасалса, кіріс 

тізбегін (X) және күтілетін шығысты (Y) қалыптастыру орын алады. 

3) Нейрондық желі архитектурасын таңдау. Деректер типіне байланысты 

қолайлы нейрондық желіні таңдау жүзеге асырылады: 

Толық байланысты (MLP) - Қарапайым бір өлшемді деректер үшін қолайлы. 

Автокодер (Autoencoder) - Шуылды жақсы жояды. 

Конволюциялық желілер (CNN) - Кеңістіктік құрылымы бар сигналдар мен 

деректерді өңдеуге жарамды. 

Рекуррентті желілер (LSTM, GRU) - Уақыт қатарлары үшін ең жақсы нұсқа. 

1) Модель құру және оқыту. Нейрондық желінің құрылымын анықтаймыз 

(қабаттар саны, нейрондар, активтендіру функциялары). Шығын функциясын 

таңдаймыз (MSE немесе Huber). 

Оңтайландырғыш (Adam, RMSprop). Біз модельді үйретеміз (модель.fit). 

2) Модельді қолдану. Біз кіріс деректерін нейрондық желі арқылы жүргіземіз. 

Нәтижені бастапқы масштабқа (inverse_transform) түрлендіреміз. Нәтижені 

визуализациялаймыз. 

 

Нәтижелер мен талқылау. 

Нейрондық желілер арқылы тегістеу үшін AAPL компаниясының деректері және 

Python бағдарламалау тілі таңдалды[7],  себебі Python арқылы акциялар туралы 

деректерді талдау көптеген мүмкіндіктер береді. Қаржы нарықтары туралы тарихи 

және нақты деректерді алу үшін виртуалды орта құрылады және кестелік деректермен 



 
 
   

 

253 
 

 

КазККА Хабаршысы                                                                          
The Bulletin of KazATC                                                                                      
Вестник КазАТК                       
vestnik.alt.edu.kz 

ISSN 1609-1817 (Print)                                                
ISSN 2790-5802(Online)                                               
DOI 10.52167/1609-1817                №4 (139) 2025  

жұмыс істеу үшін қажетті pandas кітапханалары орнатылады, matplotlib — графиктерді 

құру үшін, yfinance — акция бағалары туралы мәліметтерді алу үшін, alpha_vantage — 

қаржылық деректер үшін API-ге қол жеткізу, requests — API сұраулары үшін 

қолданылды. 

Бастапқы деректер (қысқаша үзінді). 

Акциялар туралы тарихи деректер алу үшін yfinance кітапханасы қолданылады: 

import yfinance as yf. 

Нақты уақыт үшін API ұсынылады, мысалы: 

Alpha Vantage (сұраныстар лимиті  бар тегін жоспар) 

IEX Cloud — тіркеуді талап етеді. Зерттеу барысында Alpha Vantage (сұраныс 

лимиті бар тегін жоспар) қолданылды. 

Графиктер құру, деректерді талдау және визуализациялау үшін matplotlib және 

pandas қолданылады. Жүйенің дұрыс жұмыс істеуі үшін Python-мен бірге Pip пакетінің 

менеджері орнатылуы керек. Виртуалды орта құрылады және де әр жоба үшін бөлек 

орта құру қажет. Деректерді пайдалану және визуализациялау үшін Jupiter-ді қолдану 

тиімді. Jupiter Notebook орнатылады (опционалды). Осыдан кейін жұмысқа кірісу үшін 

веб-интерфейс ашылады. 

Скриптерді орындауға тыйым салатын PowerShell қауіпсіздік саясатына 

байланысты жиі қате пайда туындайды. Ол үшін скриптерді орындау саясатын өзгерту 

қажет. 

Жылжымалы орташа мәндердің көмегімен деректерді тегістеу процесін былайша 

түсіндіруге болады. 

Шақыру: import yfinance as yf , import matplotlib.pyplot as plt; 

Жүктеу: Apple data = yf.download('AAPL', interval='15m', period='5d')  акциясының 

шынайы деректері жүктеледі,   

Қолдану: window_size=10, data['Smooth_MA']=data 

['Close'].rolling(window=window_size).mean() тегістейтін жылжымалы орташа мәні; 

Нәтижесінде AAPL бағасы мен SMA көрсеткіштері (1-сурет) қамтылған график 

құрылатын болады. 

 

 
1 сурет - AAPL бағасы мен SMA көрсеткіштері 

 

 

https://www.alphavantage.co/
https://iexcloud.io/
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1.  Артықшылығы: Нарықтағы кездейсоқ пайда болған мәндерді жояды, жалпы 

бағытты көрсетеді 

2.  Кемшілігі: Уақытынан көп кешігеді. График әсіресе баға күрт өзгерген кезде 

'үзік баспалдақтар' сияқты көрінеді. 

Эспоненциалды жылжымалы орташа мәндер көмегімен деректерді тегістеу 

үдерісі жүзеге асырылады. Ол үшін   

Шақыру: import yfinance as yf , import matplotlib.pyplot as plt from scipy.interpolate 

import make_interp_spline import numpy as np; 

Жүктеу: Apple data = yf.download('AAPL', interval='15m', period='5d') акциясының 

шынайы деректері жүктеледі; 

Қолдану: window_size = 10 data['Тегістелген_Орташа'] = 

data'Close'].rolling(window=window_size).mean() data ['EMA'] = 

data ['Close'].ewm(span=10, adjust=False).mean() тегістейтін экспоненциалды 

жылжымалы орташа мән қолданылады. 

AAPL және EMA көрсеткіштері нәтижесінде экспоненциалды жылжымалы 

орташа мәндер көмегімен тегістелген деректер (графигі 2-суретте берілген) алынады. 

 
2 сурет – AAPL және EMA көрсеткіштері 

 

1.  Артықшылығы: SMA-мен салыстырғанда өзгерістерге жылдамырақ әрекет 

етеді. 

2.  Кемшілігі: Күрт өзгерістерді тегістейді, сол себепті нақты деректерден 

ауытқулар болуы мүмкін. 

Деректерді сплайн арқылы тегістеу. 

Шақыру: import yfinance as yf,  import matplotlib.pyplot as plt from scipy.interpolate , 

import make_interp_spline import numpy as np;  

Жүктеу:  Apple data = yf.download('AAPL', interval='15m', period='5d') акциясының 

шынайы дерктері;  

Қолдану: x = np.arange(len(деректер)) spline =  

make_interp_spline(x, деректер['Close'], k=3) # k=3 – кубикалық сплайн x_new = 

np.linspace(x.min(), x.max(), 500) y_new = spline(x_new)  тегістеуші сплайн әдісі; 

Нәтижесінде  сплайндардың көмегімен тегістелген деректер (3-сурет) алынатын 

болады. 
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3 сурет – AAPL және Сплайн арқылы тегістеу көрсеткіштері 

 

1.  Артықшылығы: Күрделі өзгерістерді SMA/EMA-ға қарағанда жақсырақ 

көрсете алады 

2.  Кемшілігі: Кей жерлерде тым сезімтал болып кетеді, нәтижесінде шудың өзіне 

ұқсайтын  «тісті» сызық пайда болуы мүмкін. 

Нейрондық желілерді қолдану арқылы тегістеу әдісінің көптеген архитектуралары 

бар, бірақ қарапайымдылық пен жылдамдық үшін біз деректерде оқытылатын және 

тегістелген мәндерді болжайтын көп қабатты перцептронды (MLP) қолданамыз. Осы 

мақсатта нейрондық желі үшін Keras немесе TensorFlow кітапханасы қолданылады. 

Нейрондық желілік тегістеуді қамтитын код көптеген әрекеттер жиынын 

қамтиды: 

1) Деректерді қалыпқа келтіру: MinMaxScaler қолданылады, бұл деректерді 0-ден 

1-ге дейінгі диапазонға келтіру үшін қажет, себебі нейрондық желі осы секілді 

деректермен жақсы жұмыс істейді. 

2) Нейрондық желі: Тегістелген мәндерді болжау үшін екі жасырын қабаты бар 

қарапайым нейрондық желі құрылады. 

3) Болжамдар: Нейрондық желі алдыңғы мәндер негізінде тегістелген мәндерді 

болжайтын болады. 

Нейрондық желілерді қолдана отырып, деректерді тегістейміз. 

Төмендегі код пен түсіндірме нейрондық желіге арналған деректерді алдын ала 

өңдеудің қарапайым үлгісі болып табылады. Мұнда біз бірнеше кітапханаларды 

жүктейміз және деректерді қалыпқа келтіру, терезе әдісі арқылы үлгі қалыптастыру 

қадамдарын қарастырамыз. 

Алдымен қажетті кітапханаларды импорттаймыз: 

import yfinance as yf 

import matplotlib.pyplot as plt 

import numpy as np 

from sklearn.preprocessing import MinMaxScaler 

from tensorflow.keras.models import Sequential 

from tensorflow.keras.layers import Dense 
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Нейрондық желілермен жұмыс істегенде деректерді белгілі бір диапазонға келтіру 

маңызды. Сондықтан алдымен MinMaxScaler көмегімен бағалар қатарын 0 мен 1 

аралығына нормалаймыз: 

scaler = MinMaxScaler(feature_range=(0, 1)) 

normalized_data = scaler.fit_transform(data['Close'].values.reshape(-1, 1)) 

Бұл қадам модельге енгізілетін мәндердің біркелкі болуына көмектеседі. 

Келесі кезең – оқытуға арналған үлгілерді дайындау. Мұнда терезе әдісі 

қолданылады: соңғы 10 күннің бағаларын X айнымалысына, ал келесі күннің нақты 

бағасын y айнымалысына жазамыз. 

X = [] 

y = [] 

window = 10 

for i in range(window, len(normalized_data)): 

    X.append(normalized_data[i - window:i, 0])   

    y.append(normalized_data[i, 0]) 

X = np.array(X) 

y = np.array(y) 

 
4 сурет - AAPL және нейрондық желіні тегістеу индикаторлары 

  

Бір терезеде бірнеше графикті қатар көрсету үшін matplotlib кітапханасындағы 

subplot мүмкіндігі пайдаланылады. Төмендегі командалар әрбір тегістеу әдісінің 

нәтижесін жеке-жеке оське шығару үшін қолданылады. 

Жабылу бағасы және жылжымалы орташа (SMA) 

axs[0].plot(деректер.index, деректер['Close'], label='Жабылу бағасы', 

color='lightgray', linewidth=1) 

axs[0].plot(деректер.index, деректер['Тегістелген_Орташа'] 

label=f'Тегістелген SMA (терезе={терезе_мөлшері})', color='blue', linewidth=2) 

axs[0].set_title('AAPL бағасы және SMA') 

axs[0].set_xlabel('Күні') 

axs[0].set_ylabel('Баға') 

axs[0].legend() 

axs[0].grid() 
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Экспоненциалды тегістеу (EMA) 

axs[1].plot(деректер.index, деректер['Close'], label='Жабылу бағасы', 

color='lightgray', linewidth=1) 

axs[1].plot(деректер.index, деректер['EMA'], label='EMA', color='red', linewidth=2) 

axs[1].set_title('AAPL бағасы және EMA') 

axs[1].set_xlabel('Күні') 

axs[1].set_ylabel('Баға') 

axs[1].legend() 

axs[1].grid() 

Сплайн арқылы тегістеу 

axs[2].plot(деректер.index, деректер['Close'], label='Жабылу бағасы', 

color='lightgray', linewidth=1) 

axs[2].plot(деректер.index, y_new, label='Сплайн нәтижесі', color='green', 

linewidth=2) 

axs[2].set_title('AAPL бағасы және сплайн бойынша тегістеу') 

axs[2].set_xlabel('Күні') 

axs[2].set_ylabel('Баға') 

axs[2].legend() 

axs[2].grid() 

 

Нейрондық желімен алынған тегістелген мәндер 

axs[3].plot(деректер.index[window:], деректер['Close'][window:], label='Жабылу 

бағасы', color='lightgray', linewidth=1) 

axs[3].plot(деректер.index[window:], predictions 

label='Нейрондық желі бойынша тегістеу', color='purple', linewidth=2) 

axs[3].set_title('AAPL бағасы және нейрондық желі нәтижесі') 

axs[3].set_xlabel('Күні') 

axs[3].set_ylabel('Баға') 

axs[3].legend() 

axs[3].grid() 

Барлық графиктерді жақтаудың ішіне сыйдыру үшін соңында: 

plt.tight_layout() 

plt.show() 

 

Осындай тәсіл әртүрлі тегістеу әдістерінің айырмашылықтарын бір терезеде 

салыстырып қарауға мүмкіндік береді, сондықтан нәтижені талдау әлдеқайда жеңіл 

болады. 

Құрылған жалпы диаграммаға сүйене отырып, бірнеше бақылау жасауға болады: 

1) Нақты баға деректерінің сызықтары мен әрбір әдіспен алынған тегістелген 

мәндер айтарлықтай ерекшеленеді. 

2) Әртүрлі тегістеу әдістері (SMA, EMA, сплайн, нейрондық желі) әртүрлі 

нәтижелер береді, әрқайсысы өзінше өзгерістерді көрсетеді. 

3) Көрнекі түрде, нейрондық желімен алынған тегістелген сызық нақты баға 

өзгерістерін дәлірек көрсетеді. 

4) Диаграммалар EMA әдісінің баға өзгерістеріне SMA-ға қарағанда тезірек 

әрекет ететінін көрсетеді. Сплайн және нейрондық желі әдістері үрдістерді икемді 

түрде көрсетеді деп айтуға болады. 
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5 сурет – Графиктің салыстырмалы көрінісі 

 

Қорытынды. 

Салыстыру шеңберінде деректерді тегістеудің төрт әдісі қарастырылды, SMA 

(қарапайым жылжымалы орташа мән), EMA (экспоненциалды жылжымалы орташа), 

сплайн-интерполяция және нейрожелі. 

SMA (Simple Moving Average) - Ол ең күшті тегістеуге ие, бірақ сонымен бірге 

деректердің күрт өзгеруін жоғалтады. Трендтерге реакцияда айтарлықтай артта қалған.  

Тек жалпы тенденция маңызды болған кезде өте "шулы" деректер үшін қолайлы екені 

белгілі болды. 

EMA (Exponential Moving Average)  - SMA-ға қарағанда соңғы мәндерге сезімтал.  

Кешігу мәселесін ішінара шешеді, бірақ әлі де сигналдың нақты формасын көрсетпейді. 

Орташа тегістеу, бірақ күрт бұрылыстарды өткізіп жібереді. 

Сплайн - Нүктелер арасында жақсы интерполяциялайтын икемді әдіс. 

Трендтерді шынайы түрде жеткізеді, бірақ шуға сезімтал болуы мүмкін. Деректер 

пішінін дәлірек ұстанады, бірақ кейбір жерлерде күрт ауытқулар (тербелістер) тудыруы 

мүмкін. 

Нейрожелі (ең жақсы график) - Тегістеу мен дәлдік арасындағы ең жақсы тепе-

теңдік.  Жалпы тенденцияны да, локальді өзгерістерді де қабылдайды. Минималды 

кідірістер, жоғары бейімделу, графиканың табиғи және эстетикалық көрінісін 
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қалыптастыра алады. Күрделі деректерді талдауға да, визуализациялауға да арналған 

әмбебап шешім. 

Қорыта келгенде нейрондық желі әдісі барлық критерийлер бойынша ең жақсы 

нәтиже көрсетті: ол сигнал формасын сақтайды, шуды азайтады және деректерге 

бейімделеді. Трендтерді дәл және визуалды түрде талдау қажет болған жағдайда 

нейрондық желіні тегістеуді қолдану тиімділігі дәлелденді. 
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INTELLIGENT DATA ANALYSIS BASED ON NEURAL NETWORKS 

 

Abstract. The article deals with the problem of smoothing data that changes in a 

certain period of time (year, month, day, hour, minute, second or a tick in a certain period of 

time). By default, historical moving averages are used to visually identify recurring patterns in 

data. Considering that the moving average will have several values over a certain period of 

time, the decision to take as a leveling value will be very complicated. For this reason, the 

problem of using neural networks to solve the problem of single-value values in smoothing is 

considered, as well as features and advantages are described. 

In addition to considering how neural networks can be used in Intelligent Data 

Processing and what advantages it provides, the article developed an algorithm for obtaining 

smoothed data from real data using simple moving averages, exponential moving averages, 

splines and neural networks. As a rule, real data, gives very poor graphs for visual control, in 

this regard, smoothed data graphs are used for visual control, and issues such as trend 

detection, graphical representation, data smoothing, forecasting, deviation detection, seasonal 

and cyclical analysis, analysis automation are studied. 

For visual observation, graphs of real and smoothed data were built by the above 

methods, and the following conclusions were drawn: graphs of real and smoothed data are not 

the same; graphs smoothed by different methods do not coincide; visually, it can be observed 

that a graph smoothed by a neural network better repeats the graph of real data. Looking at the 

graphs, it can be seen that EMA responds to changes faster than SMA, and there is every 

reason to conclude that splines and neural networks can provide more flexible interpretations 

of trends. In addition, the article allows you to solve the task of finding duplicate data features 

using computer modeling. 

 

Keywords: neural networks, moving average, smoothed data, visual observation, 

spline. 
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ИНТЕЛЛЕКТУАЛЬНЫЙ АНАЛИЗ ДАННЫХ НА ОСНОВЕ НЕЙРОННЫХ 

СЕТЕЙ 

 

Аннотация. В статье упоминается тик в течение определенного периода 

времени (года, месяца, дня, часа, минуты, секунды или определенного интервала 

проповеди. tick) рассматривается проблема сглаживания изменяющихся данных. 

Сформировано описание исторических скользящих средних для наблюдения 

повторяющихся особенностей (паттернов) по умолчанию, визуальных, данных. 

Учитывая, что скользящее среднее имеет несколько значений в течение определенного 

периода времени, решение принять его как сглаживающее значение будет довольно 

сложным. По этой же причине в сглаживании рассматривается проблема использования 

нейронных сетей для решения задачи односоставного значения, а также описываются 

особенности, преимущества. 

В статье, помимо рассмотрения того, как нейронные сети могут использоваться 

в интеллектуальной обработке данных и какие преимущества это дает, разработан 

алгоритм получения сглаженных данных из реальных данных с помощью простых 

скользящих средних, экспоненциальных скользящих средних, сплайнов и нейронных 

сетей. Как правило, фактические данные дают очень плохие графики для визуального 

наблюдения, в связи с чем для визуального наблюдения используется сглаженный 

график данных и изучаются такие вопросы, как выявление тенденций, графическое 

представление, сглаживание данных, прогнозирование, обнаружение аномалий, 

сезонный и циклический анализ, автоматизация анализа. 

Для визуального наблюдения были построены графики фактических и 

сглаженных данных вышеупомянутыми методами, и были сделаны следующие 

выводы: графики фактических и сглаженных данных не совпадают; графики, 

сглаженные различными методами, не совпадают; визуально можно заметить, что 

график, сглаженный нейронной сетью, лучше воспроизводит график фактических 

данных. Глядя на графики, можно увидеть, что EMA реагирует на изменения быстрее, 

чем SMA, и есть все основания полагать, что сплайны и нейронные сети могут давать 

более гибкие интерпретации тенденций. Кроме того, статья позволяет решить задачу 

поиска дубликатов, данных с помощью компьютерного моделирования. 

 

Ключевые слова: нейронные сети, скользящее среднее, сглаженные данные, 

визуальный контроль, сплайн. 
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